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Este artigo descreve a aplicagdo de arvores de decisdo como método de mineragdo de dados nos prontuarios
da Clinica Escola de Nutricdo da Universidade Federal da Fronteira Sul (UFSS), campus Realeza. Arvores de
decisdo é uma técnica de aprendizado de mdaquina, utilizada para reconhecimento de padrées em inteligéncia
artificial na andlise de dados. Para que se possa aplicar esta técnica, se faz necessaria a existéncia de uma
massa de dados com diversos atributos significativos. Portanto, a Clinica Escola de Nutri¢do da UFFS, campus
Realeza, possui uma grande quantidade de prontuarios que foram utilizados na mineragdo de dados. Utilizou-
se 1339 prontudrios. Destes, foram selecionados apenas atributos ou varidveis que estavam preenchidos em
todos os prontuarios a fim de ndo comprometer os resultados e criagdo dos modelos. Assim aplicou-se a
técnica de arvores de decisdo aos prontudrios para identificar como classe final as respectivas doengas:
dislipidemia, diabetes e hipertensdo. Portanto, para cada doenga, a partir dos prontuarios selecionados, foi
criada uma arvore de decisdo ou modelo. Este possui um conjunto de atributos ou variaveis mais significativas
para a identificagdo e caracterizagdo da doenga. Além disso, a confiabilidade ou eficiéncia da arvore na
identificagdo da doenga foi definida com base nos 30% dos 1339 prontuarios. Portanto, 402 registros foram
utilizados para testar os modelos, sendo para dislipidemia a eficiéncia foi de aproximadamente 89%. Na
hipertensdo e diabetes obteve-se uma eficiéncia de aproximadamente 94%. Isto significa, o quanto as regras
criadas a partir das arvores de decisdo sdo eficientes na identificagdo das doengas. Estas regras podem ser
utilizadas para o desenvolvimento de alguma ferramenta computacional para auxilio no diagnéstico e também
para prever e classificar doengas.

This article presents the application of decision trees as a method of data mining in the medical records of the Nutrition
Clinical School Federal University of the South Frontier (UFFS) in Realeza city . Decision trees is a machine learning
technique, used to recognize patterns in artificial intelligence in data analysis. In order to apply decision trees, it is
necessary to have data with several important attributes. Therefore, the Nutrition Clinical School, has a large number
of medical records that were used in data mining. We used 1339 medical records. Of these, we selected only attributes
or variables that were filled in all the medical records to create of the models. From these 1339 medical records, the
decision tree technique was applied to identify the final diseases as dyslipidemia, diabetes and hypertension. Thus, for
each disease, a tree or model was created with a set of attributes or variables more significant for the identification
and characterization of the disease. In addition, the reliability or efficiency of the tree in the identification of the disease
was defined based on 30% of 1339 medical records. Therefore, 402 records were used to test the models, and for
dyslipidemia the efficiency was approximately 89%. In hypertension and diabetes an efficiency of approximately 94%
was obtained. This means, how much the rules created from the decision trees are efficient in the identification of the
diseases. These rules can be used to develop some computational tool to aid in diagnosis and also to predict and
classify diseases.
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INTRODUCAO

A Clinica Escola de Nutricdo da Universidade Federal da
Fronteira Sul (UFFS), campus Realeza, realiza atendimentos a
comunidade nas areas de avaliagdo e diagndstico nutricional,
educacgdo nutricional, reeducagdo alimentar e
acompanhamento ambulatorial de individuos e grupos
especificos da populagdo. Na realizagdo das consultas, os

estudantes com acompanhamento dos professores
nutricionistas, fazem as anotagGes no prontuario do paciente.
Estas anotagles sdo utilizadas pelo estudante e professor
nutricionista diagndsticos,

para definicdo de

acompanhamento, bem como orientagdes nutricionais.
Porém, com base nos dados presentes no prontudrio, é dificil
para o nutricionista correlacionar dados do paciente,
identificar padrdes, prever futuros problemas de salde e
descobrir potenciais riscos a saude. Além da andlise
individual, o nutricionista também nao consegue realizar uma
comparagdo entre histéricos de pacientes a fim de analisar
semelhangas e padr&es entre os prontuarios.

Os prontudrios, mais especificamente, os dados, sdo uma
fonte de conhecimento que podem ser utilizados no ensino
na area nutricional, na descoberta de padrdes, na tomada de
decisGes no diagndstico e futuras avaliagdes clinicas do
paciente, bem como na preveng¢do e combate as doengas.

A interpretacdo e analise dos dados pode ser feita por
meios estatisticos. Entretanto, ha outra técnica, chamada de
minerac¢do de dados?, que permite a descoberta de modelos
ou padrdes. A mineracdo de dados utiliza técnicas de
aprendizado de maquina (i.e machine learning), entre elas,
arvores de decisdo?.

O aprendizado de maquina é um ramo da inteligéncia
artificial que tem como objetivo desenvolver técnicas capazes
de ensinar ao computador a aprender a partir das proprias
experiéncias. A aplicagdo pratica do aprendizado de mdaquina
inclui processamento de linguagem natural, diagndsticos
médicos, processamento de imagens (visdo computacional),
reconhecimento de padrdes (em escrita e fala), robdtica
computacional, entre outros®.

Para que se possa aplicar o aprendizado de maquina, se
faz necessaria a existéncia de uma massa de dados de
treinamento e teste, com diversos atributos ou variaveis
significativas. Em outras palavras, para que o computador
possa aprender ele necessita dos dados e das respostas®.
Logo, a clinica escola de nutricdo da UFFS, campus Realeza,
possui uma quantidade de dados, mais precisamente,
prontudrios que podem ser utilizados no aprendizado de
magquina.

Portanto, o trabalho de andlise dos dados deste projeto
visou descobrir os padrdes nos prontudrios da clinica escola

nutricdo, aplicando a técnica de mineragcdo de dados
denominada de drvores de decisdo®. A partir dos padrdes ou
modelos criados, foi possivel identificar quais sdo os fatores,
atributos ou caracteristicas mais importantes na identificagao
e prevengdo da dislipidemia, diabetes e hipertensdo.

METODOLOGIA DO TRABALHO

O método utilizado para extrair conhecimento a partir dos
prontudrios (Knowledge Discovery in Databases - KDD),
utilizou seguintes etapas®: selecdo, pré-processamento,
transformacao, mineragdo de dados e
interpretagdo/avaliagdo.

Utilizou-se 1339 prontudrios como dados de entrada.
Destes, foram selecionados apenas atributos ou varidveis que
estavam preenchidos em todos os prontudrios a fim de nao
comprometer os resultados e criagdo dos modelos. A partir
destes 1339 prontudrios, aplicou-se a técnica de arvores de
decisdo para identificar como classe final as respectivas
doengas: dislipidemia, diabetes e hipertensdo. Assim, para
cada doenca, a partir dos 1339 prontudrios, foi criada uma
arvore de decisdo ou modelo que correspondem a regras,
baseadas em atributos, para identificar as doengas escolhidas.
Estas regras podem ser utilizadas para o desenvolvimento de
alguma ferramenta auxilio no

computacional para

diagndstico, prevencao e classificacdo de doengas.

Etapa 1: Selegdo de dados

Os dados utilizados na mineragdo de dados foram obtidos
a partir dos prontudrios dos pacientes atendidos na Clinica
Escola de Nutri¢do. A utilizagdo dos dados foi autorizada pelo
Comité de Etica em Pesquisa (CEP) da UFFS, no parecer
980.593 de 19 de margo de 2015.

Atualmente, os prontudrios sdo registrados em planilhas
dados
aproximadamente 2000 pacientes registrados (i.e 2000

eletrénicas. Os selecionados referem-se a
prontudrios eletrénicos) com as varidveis ou atributos
apresentados no Quadro 1. Todos os atributos descritos no

Quadro 1 foram utilizados para a mineragdo de dados.

Quadro 1: varidveis ou atributos dos prontuarios utilizados na mineragdo de
dados.

Atributo/Variavel Descrigao (valor preenchido)

IDADE Em anos
SEXO Masculino ou Feminino
PROFISSAO Principal ocupagdo professional

Se consome bebidas alcodlicas
(SIM/NAO)

Antecedentes familiares (algum
tipo de doenga)

CONSUMO BEBIDAS

ANT_FAM
(4 POSSIBILIDADES)
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Quadro 2 (continuagao)

Atributo/Variavel

Descrigao (valor preenchido)

ATIVIDADE FISICA

HORAS DE SONO
ANSIEDADE_ALIMENTACAO
CONSUMO DE LiQUIDOS
CONSOME ASSISTINDO TV
QUANTIDADE DE ARROZ

QUANTIDADE DE LEGUMES

REFRIGERANTE/SUCOS
ARTIFICIAIS

CONSUMO DE EMBUTIDOS

TEMPEROS PRONTOS E
CONDIMENTOS

CONSUMO DIARIO DE
VERDURAS E LEGUMES
CONSUMO DIARIO DE FRUTAS

Se pratica atividades fisicas
(SIM/NAO)

Numero de horas que dorme por
dia

Se possui ansiedade durante as
refei¢des (SIM/NAO)

Se consome liquidos durante as
refei¢des (SIM/NAO)

Se durante as refei¢Ges assiste
televisdo (SIM/NAQ)
Regularmente / raramente/
nunca

Regularmente / raramente/
nunca

Regularmente / raramente/
nunca

Regularmente / raramente/
nunca

Regularmente / raramente/
nunca

Quantas horas por dia

Quantas horas por dia

CONSUMO DE AGUA/DIA Em litros

IMC indice de Massa Corporal
INTOLERANCIA A LACTOSE SIM/NAO

CIRROSE SIM/NAO

TABAGISMO Se pratica (SIM/NAO)
ALERGIAS SIM/NAO

DIABETES SIM/NAO

DISLIPIDEMIA SIM/NAO
HIPERFERRITINEMIA SIM/NAO

HIPERTENSAO SIM/NAO

Etapa 2: Pré-processamento

No pré-processamento ocorreu a identificagdo de dados

duplicados, incorretos, faltantes, valores atipicos e
discrepantes. Assim, alguns prontudrios foram retirados da
base de dados por ndo apresentarem os valores dos atributos
isto, dos 2000, foram

selecionados 1339 prontudrios. A retirada dos prontudrios

(Quadro 1) preenchidos. Com

com atributos ndo preenchidos é importante para nao
comprometer a execu¢do da técnica de arvore de decisdo e
consequente geragdo do modelo ou padrdo. Assim apenas os
prontudrios que possuiam todos os atributos com valores
preenchidos foram mantidos no conjunto de dados.

Etapa 3: Preparagdo dos dados

A preparacdao dos dados consiste na discretizacdo (e.g.
categorizagdo de valores numéricos em intervalos de valores)
dos atributos continuos que forem necessarios para a
classificagdo, categorizagdo de atributos, padronizagdo,
normalizagdo e escalonamento dos dados. Nesta fase,
também realizou-se a conversdo dos dados para o formato

ARFF (Atribute-Relation File Format) exigido pela ferramenta
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WEKA (Waikato Environment for Knowledge Analysis)’
utilizada para a mineragdo de dados.

Etapa 4: Mineragdo de dados

Na mineragdio de dados aplicou-se o método de
aprendizagem de maquina denominado de arvores de
decisdo, utilizando-se da ferramenta computacional WEKA’.
Nesta fase é criado o modelo ou padrdo que consiste no
desenho de uma arvore com o os atributos ou varidveis
observadas a partir dos prontuarios. Todos os 1339
prontudrios foram submetidos a etapa de mineragdo de
dados. O objetivo foi criar 3 modelos ou arvores de decisdo
para as respectivas doencgas: dislipidemia, diabetes e
hipertensdo. Cada arvore de decisdo representa um conjunto
de regras para identificagdo das doencas citadas.

Arvore de decisdo é um método para aprendizagem
indutiva. Uma arvore de decisdo é construida de cima para
baixo (top-down), usando o principio de dividir para
conquistar. Um problema complexo é decomposto em
subproblemas mais simples e recursivamente a mesma
estratégia é aplicada a cada subproblema2.

Uma arvore de decisdo possui nés, ramos, folhas e
percursos. A Figura 1 ilustra um exemplo de representagao de
uma arvore de decisdo para classificagdo de frutas. Na Figura
1, os nds representam cor, tamanho, forma e sabor. Cada né
contém um teste de um atributo. Os ramos correspondem a
um possivel valor dos atributos partindo de um néd
correspondente. Na Figura 1, verde, amarelo, médio, grande
e doce sdo exemplos de ramos e possiveis valores de
atributos. As classes sdo representadas por folhas e indicam
uma classificagdo. Magd, limdo, banana sdo exemplos de
classes na Figura 1. O percurso, em uma arvore de decisao, é
formado do né raiz até a folha e representa uma regra de

classificagdo.

Figura 1: Exemplo de uma arvore de decisdo para classificagdo de frutas.

Uma arvore de decisdo também pode ser transformada
em um conjunto de regras (se-entdo). Utilizando a Figura 1
pode-se criar a seguinte regra: SE (cor = verde) E (tamanho =
grande) ENTAO Fruta = Melancia.
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A classificagdo de uma instdncia em uma arvore de decisdo
é feita inicialmente pelo ndé raiz, testando o atributo
especificado por este nd. Em seguida, move-se para baixo na
arvore, seguindo o caminho determinado pelas respostas aos
testes dos nds até atingir alguma folha. Ha varios algoritmos
para aprendizagem em arvores de decis3o, entre eles: ID3?,
C4.5>° e C5.0%1, Neste trabalho utilizou o algoritmo C4.5°.

O algoritmo C4.5 constréi uma arvore de decisdo de cima
para baixo verificando primeiro qual é o melhor atributo para
araiz da drvore. A sele¢do do melhor atributo consiste em um
teste estatistico para determinar quao bem o atributo sozinho
classifica os exemplos de treinamento. A partir do né raiz, os
descendentes sdo criados para cada valor possivel deste
atributo, ou seja, estende-se a arvore adicionando um ramo
para cada valor do atributo. Esse processo é repetido usando
os exemplos de treinamento para selecionar o melhor
atributo seguinte. O processo continua até que a arvore
classifigue todos os exemplos de treinamento e todos os
atributos tenham sido utilizados®. A selecdo do melhor
atributo utiliza conceitos como a entropia e ganho®.

A entropia é a medida da impureza ou o grau de desordem
de um conjunto de dados de treinamento. Utiliza-se a
seguinte férmula para a entropia:

Entropia(S) = —p4 log; py — p-logz p_

Onde:

S: um conjunto de dados contendo exemplos positivos e
negativos de algum conceito alvo;

p+: proporgdo de exemplos positivos em S;

p-: propor¢do de exemplos negativos em S.

A entropia é zero quando todos os membros de S sdo
positivos, portanto pertencem a mesma classe. A entropia
contém valor um quando hd um numero igual de exemplos
positivos e negativos. O valor entre zero e um corresponde a
numeros diferentes de exemplos positivos e negativos. Se um
atributo pode assumir c valores diferentes entdo a entropia
de S relativa a essa classificacdo é definida como:

Cc
Entropia(S) = Z —p;log,p;
i=1

Onde: pi é a proporgdo de S pertencendo a classe i.

A constru¢do de uma arvore de decisdo é guiada pelo
objetivo de diminuir a entropia. Apéds a definicdo de entropia
como uma medida da impureza em uma colegdo de exemplos
de treinamento, pode-se definir agora a medida da
efetividade de um atributo para classificar os dados de
treinamento. Para isso utiliza-se a medida chamada ganho de
informacdo, que é simplesmente a reducdo esperada na
entropia causada pelo particionamento dos exemplos por

este atributo. Mais precisamente, o ganho de informagdo de
um atributo A, relativo a uma colegdo de exemplos S, é
definido como?:

S,
Ganho(S, A) = Entropia(S) — ‘?V‘ Entropia(S,)
v €Valores(A)

Onde:

Valores(A) é o conjunto de todos possiveis valores para
atributo A;

Sv é o subconjunto de S para qual o atributo A tem valor

O ganho de informagdo é a redugdo esperada da entropia,
sendo uma medida quantitativa que mede qudo bem um
dado atributo separa os exemplos de treinamento de acordo
com a classificagdo alvo, ou seja, qual é a habilidade de um
atributo em discriminar as classes.

Etapa 5: Extragdo do conhecimento

Ao aplicar a técnica de arvore de decisdo aos 1339
registros/prontuarios, foram criados os modelos ou padrdes
que foram interpretados nesta etapa para geragdo ou
extragdo de conhecimento. A seguir nos resultados a
interpretagdo dos resultados obtidos, mais precisamente das
arvores de decisdo geradas.

RESULTADOS

Nesta secdo sdo descritos os resultados obtidos pela
aplicacdo da técnica de mineragdo de dados (drvores de
dados 1339
registros/prontuarios. A técnica foi aplicada para as seguintes

decisdo) para a base de com
categorias ou classes: dislipidemia, hipertensdo e diabetes. A
seguir a descrigdo dos modelos ou arvores geradas para cada

doenga.

Arvore de Decisdo para Dislipidemia

A Figura 2 ilustra a arvore de decisdo para a dislipidemia.
De acordo com a arvore gerada, os atributos relevantes para
identificagdo da doencga sdo, hiperferritinemia, hipertensao,
IMC, idade e a presenca ou ndo de diabetes. Assim, de todos
os atributos (Quadro 1) preenchidos no prontuario, apenas os
apresentados na Figura 2 foram considerados importantes
para a prevengdo e detec¢do da doenga. Com a geragdo da
arvore é possivel criar regras, como por exemplo: SE (possui
hiperferritinemia) E (possui hipertensao) E (idade superior a
73 anos) E (IMC acima de 32.24) E (ndo possui diabetes)
ENTAO pode desenvolver a doenca de dislipidemia. O final de
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cada ramo da arvore (sim/n3o) indica ou ndo a possibilidade
da doenga com base na constru¢do das regras.

A confiabilidade das regras é gerada pelo sistema WEKA.
Neste caso, a técnica classificou corretamente 89% dos
registros pela identificagdo da dislipidemia. Portanto, em 89%
dos casos, as regras se aplicadas nos prontuarios, indicardo ou
ndo a presenca da dislipidemia.

HIPERFERRITINEMIA?

sim

DIABETES?

Figura 2: Arvore de Decisdo gerada para Dislipidemia.

Arvore de Deciséo para Hipertensdo

A Figura 3ilustra a arvore de decisdo gerada para a doenca
hipertensdo. Ao final de cada ramo da arvore, hd um
retangulo com a informagdo sim ou ndo. Isto corresponde a
possibilidade ou ndo da hipertensdo. Para chegar ao final de
cada ramo da arvore, hd uma série de atributos que o
algoritmo considerou significativos. Neste caso, apenas os
atributos idade, consumo de agua, IMC e a existéncia ou ndo
de diabetes foram considerados importantes. Por exemplo,
observa-se que a existéncia de diabetes, com idade superior
a 49 anos e IMC superior a 26,98 kg/m2c, classificam um
paciente com a probabilidade de ter hipertensdo. Porém,
neste mesmo ramo, se o IMC for inferior a 26,98, o paciente

ndo possui risco de hipertensdo.

DIABETES?

Figura 3: Arvore de Decis3o gerada para Hipertenso.
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Comparando a quantidade de registros da Tabela 1 com os
registros da arvore, observa-se que a arvore possui poucos
atributos. Isto significa que os outros atributos ndo foram
relevantes para a criagdo do modelo. A confiabilidade para a
classificagdo de um paciente com hipertensdo, gerada pela
arvore de decisdo foi de 94%. Portanto, a técnica ou modelo
obtido consegue classificar corretamente 94% dos registros, o
que corresponde a 1267 registros.

Arvore de Deciséo para Diabetes

A Figura 4 ilustra a arvore de decisdo gerada para a doenca
diabetes na disposi¢do de regras se (condi¢do) entdo/sendo.
De acordo com a Figura 4 ha varios ramos da arvore que sdo
gerados principalmente pelos atributos hipertensdo,
hiperferritinemia, idade, sexo, consumo de bebidas, consumo
de verduras e dislipidemia. Neste caso, o experimento gerou
mais ramos do que os experimentos anteriores (dislipidemia
e hipertensdo). Portanto foram considerados mais atributos e
geradas mais regras. A drvore gerada classifica corretamente
94% dos registros para a doenga diabetes. Mesmo assim, o
atributo mais importante na arvore é relacionado a existéncia
de hipertensdo. Por exemplo, caso o paciente tenha
hipertensdo, com idade maior que 49 anos, tenha
dislipidemia, seu IMC <= 35.8, consumo didrio de verduras
inferior a duas porgdes e nao ingere bebida alcodlica, pode ter
a predisposicdo de desenvolver diabetes. Assim, ao
acompanhar a sequencia se/entdo/sendo, gera-se vdrias

regras.

Se (HIPERTENSAO = sim)
Entdo Se (IDADE > 49)
Entdo Se (DISLIPIDEMIA = sim)
Entdo Se (IMC > 35.8)
Entdo NAO DIABETES
Sendo Se (CONSUMO_DIARIO_VERDURAS > 2) (porgdes)
Entdo NAO DIABETES
Sendo Se (CONSUMO_BEBIDAS = sim)
Entdo NAO DIABETES
Sendo SIM DIABETES
Sendo Se (SEXO = masculino)
Entdo Se (CONSUMO_BEBIDAS = sim)
Entdo NAO DIABETES
Sen3o Se (CONSUMO_DIARIO_VERDURAS > 3) porgdes
Entdo NAO DIABETES
Sendo SIM DIABETES
Sendo Se (IDADE > 65)
Entdo Se (CONSUMO_DIARIO DE FRUTAS >3) porcdes
Entdo NAO DIABETES
Sendo SIM DIABETES
Sendo NAO DIABETES
Sendo Se (HIPERFERRITINEMIA =sim)
Entdo SIM DIABETES
Sendo NAO DIABETES

Se (HIPERTENSAO = n3o)
Ent3o Se (IDADE > 64)
Ent3o Se IMC > 21.5
Entso NAO DIABETES
Sendo NAO DIABETES

Figura 4: Arvore de Decis3o gerada para Diabetes.
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DISCUSSAO

A utilizacgdo da mineragdo de dados para selecionar
informacgdes importantes na area da saude, pode auxiliar na
prevencdo de doencas'? e no diagnéstico médico®>.

Neste trabalho utilizou-se a mineragdo de dados obtidos
de avaliagbes nutricionais para identificacgdo de doengas,
sendo que, cada doenga corresponde a uma classe final
denominada dislipidemia, hipertensdo ou diabetes.

Os modelos gerados, mais precisamente, as arvores de
decisdo, podem ser utilizadas para o desenvolvimento de
alguma ferramenta computacional para auxilio no
diagndstico, prevencao e classificacdo de doengas.

Nas arvores geradas, ao caminhar pelos ramos, sdo criadas
regras que descrevem os atributos ou caracteristicas mais
significativas para prevengdo e identificagdo das doengas.
Portanto, os modelos gerados podem auxiliar a tomada de
decisGes no atendimento da clinica escola, bem como na
identificagdo de padrées ndo detectados até o momento nos
dados armazenados dos pacientes atendidos.

Além de identificar e prever doengas supracitadas, a
mineracdo de dados pode também ajudar a diferenciar os
diagndsticos médicos!®. Um exemplo é a utilizacdo de técnicas
de mineragdo de dados para diferenciar o diagndstico médico
na obstrucao biliar por calculo ou por cdncer®®. Outro exemplo
é utilizacdo dos dados médicos para prevengdo de doengas
cardiacas®. Como neste trabalho, outros'*® procuram
identificar a diabetes. Em?'’ utiliza-se a correlacdo estatistica
de dados?’. Em?® utiliza-se arvores de decisdo para identificar
diabetes, porém como dados de entrada, prescrigdes
médicas. Outros trabalhos'®?° também procuram identificar o
diabetes, porém utilizando outras técnicas de aprendizagem
de mdaquina como redes neurais e maquinas de vetores de
suporte (Support Vector Machines — SVMs)

Neste trabalho, os resultados da arvore de decisdo para os
1339 prontudrios, indicaram que muitos dos atributos,
presentes na base de dados, sdo irrelevantes na produg¢do dos
modelos, portanto, seu cadastro na Clinica Escola de Nutri¢do
da UFFS, campus Realeza, ndo é importante para a
identificacdo de alguma doenga. Esta conclusdo refere-se
apenas aos dados presentes na base de dados utilizada.
Outras bases de dados podem resultar em outras conclusdes
e consequente identificacdo de outros atributos irrelevantes.
Portanto, o valor dos atributos influencia na produgdo do
modelo. Assim, trabalhos que utilizam técnicas de arvores de
decisdo, podem gerar diferentes modelos mesmo utilizando
atributos ou caracteristicas semelhantes.

Os dados utilizados em mineragdo de dados podem ser
extraidos, como neste trabalho, de banco de dados que

armazenam prontuarios. Porém pode-se utilizar mineragdo de

dados para diagndstico médico a partir de caracteristicas
extraidas de imagens médicas?®.

Enfim, ha varios estudos com a utilizagdo de mineragao de
dados para identificagdo, diagndstico e prevengdo de
doengas. O que diferem os estudos sdo as técnicas utilizadas
de inteligéncia artificial, o objetivo ou classe final que deseja
identificar, bem como os dados de entrada constituidos de
atributos e seus respectivos valores, sendo prontudrios ou até

caracteristicas extraidas de imagens médicas.
CONCLUSOES

Este artigo descreveu os resultados da utilizagdo da
mineracdo de dados com o objetivo de identificar ou prever
doengas a partir dos dados de prontudrios nutricionais de
pacientes da Clinica Escola de Nutricdo da UFFS, campus
Realeza.

Aos dados, foi aplicada mineragdo de dados, mais
precisamente a técnica de aprendizagem de maquina
denominada de arvores de decisdo. Esta técnica gerou um
modelo que corresponde uma darvore de decisdo onde cada
ramo apresenta uma regra para identificagdo ou ndo das
doengas dislipidemia, hipertensao e diabetes.

A confiabilidade dos modelos, mais precisamente, o
dados/atributos
identificagdo das doencgas, foi verificada pela ferramenta

quanto os podem ser eficazes na
(WEKA) que gerou as arvores. Isto indica a confiabilidade das
regras. Os resultados foram razoavelmente satisfatérios para
hipertensdo e diabetes obtendo aproximadamente 94% de
confiabilidade nos modelos para diabetes e hipertensdo. Para
a dislipidemia os resultados ndo foram satisfatérios, pois
obteve-se uma confiabilidade de aproximadamente 89%.

Para a melhoria dos resultados, como trabalhos futuros,
sugere-se a necessidade de utilizar maiores quantidades de
entradas, realizar combinagdes de atributos, identificar a
relevancia dos atributos, bem como utilizar outras técnicas de
minera¢do de dados.
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